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Несмотря на небольшую долю ава-
рийности силовых трансформаторов 
в общем объеме технологических на-
рушений в электросетевом комплексе, 
любое нарушение, связанное с рабо-
той силового трансформатора, приво-
дит к значительным экономическим 
потерям [1]. Повреждение силового 
трансформатора не только вызывает 
убытки, связанные с необходимостью 
его замены, а также, возможно, рекон-
струкции части подстанции, но и соз-
дает на время проведения ремонт-
ных работ сложные режимы в сети, 
при которых питание потребителей 
отличается от нормальной схемы.

Для решения этой задачи активно 
применяются и развиваются различ-
ные методы диагностики и монито-
ринга трансформаторов. При этом 
зачастую методы диагностики позво-
ляют спрогнозировать и предотвра-
тить аварийные последствия развития 
внутренних нарушений оборудования. 
Мониторинг состояния силового 
трансформатора, несмотря на по-
стоянные измерения его параметров 
и периодический осмотр обслуживаю-
щим персоналом, является достаточно 
сложной задачей, так как в различных 
режимах его работы происходит нака-
пливание воздействий на его обмотки 
и магнитопровод. Кумулятивный 
эффект от этих воздействий приводит 
к нарушениям изоляции, смещению 
магнитопровода, окислению масла 
и другим повреждениям силового 
трансформатора. Своевременное 
выявление этих нарушений и вывод 
из работы оборудования на этапе 
возникновения нарушения позволят 
предотвратить их дальнейшее раз-
витие и повреждение оборудования 
вплоть до его полного уничтожения. 
Постоянный визуальный поверхност-
ный контроль позволит предотвратить 
или снизить последствия неконтроли-
руемого развития нарушения, в число 
наиболее опасных из которых входят 
[2, 3]:

– течи масла через уплотнения 
или швы;
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– повышенная загрязненность по-
верхности трансформатора;

– пожары из-за повреждения мас-
лонаполненных вводов.

Проблему необходимости постоянного 
мониторинга состояния оборудования 
усугубляют его старение и дорого-
визна замены или модернизации 
основного трансформаторного обо-
рудования.

Значительно снизить вероятность 
развития повреждений трансфор-
матора возможно путем постоян-
ного визуального контроля над его 
состоянием. Визуальный контроль 
трансформатора должен обеспечи-
вать:

– постоянный контроль в любое вре-
мя дня и ночи в любых климатиче-
ских условиях;

– достоверность определения воз-
никающих отклонений от нормаль-
ного состояния оборудования;

– оповещение оперативного 
персонала об обнаруженных от-
клонениях.

Бурное развитие технологий машин-
ного интеллекта в последние годы 
дает новые инструменты для решения 
широкого круга различных задач. 
При этом машинное обучение 
(machine learning) выделилось в осо-
бое направление, которое в настоя-
щее время фактически превратилось 
в отдельную науку, стоящую на пере-
сечении математики, статистики 
и других направлений, связанных 
с прикладным применением машин-
ного интеллекта. Актуальный состав 
алгоритмов машинного обучения 
представлен на рис. 1, и он постоянно 
расширяется.

На практике наиболее часто методы 
и модели машинного обучения приме-
няются для задач временных рядов, 
самый частый пример такого при-
менения — прогнозирование финан-
совых показателей, и компьютерного 
зрения, примерами которого являются 

АЛГОРИТМЫ МАШИННОГО ОБУЧЕНИЯ

Рис. 1
Маска и рамка потеков масла 
на оборудовании трансформатора 
после обучения сети
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системы распознавания, беспилотные 
автомобили, анализ медицинских 
снимков и т.д. При этом непрерывный 
рост интереса и числа исследований 
в этом направлении свидетельствует 
об их технических и экономических 
преимуществах перед традиционны-
ми методами.

Успехи в применении машинно-
го обучения в различных отраслях 
экономики дают повод рассмотреть 
их применение в электроэнергетике. 
Обзор научных работ в этой области 
свидетельствует об активном инте-
ресе к созданию математических мо-
делей — цифровых двойников (digital 
twin), позволяющих давать оценку 
состояния элементов электрической 
сети. Этот метод предполагает подход 
к рассмотрению реального оборудо-
вания как сложной математической 
модели, принимающей на вход набор 
влияющих факторов в виде некоторой 
выборки измеримых параметров 
(цифровые признаки) и/или описа-
тельных характеристик (категори-
альные признаки) и формирующей 
на выходе отклик в виде некоторых 
параметров состояния. Эта модель 
создается методом «обучения» на ре-
альных данных с целью «научить» 

ее повторять отклик реального обо-
рудования для определенных входных 
параметров. Применение цифровых 
двойников позволяет успешно решать 
следующие задачи [4]:

– прогнозирование краткосрочного 
состояния оборудования, поз-
воляющего принимать решения, 
упреждающие серьезные повреж-
дения или аварийные ситуации;

– прогнозирование среднесрочного 
или долгосрочного изменения 
параметров оборудования для оп-
тимизации ремонтных компаний.

Успех применения цифровых мо-
делей линейно зависит от набора, 
качества и объема статистической 
информации, использованной 
при их создании, — обучающей 
выборки. С учетом зачастую недо-
статочного объема имеющихся 
в наличии в компаниях электро-
энергетики баз данных статисти-
ческой информации эта проблема 
нередко является главной из тех, 
что приходится решать специалисту 
по разработке моделей машинного 
обучения [5]. А при невозможности 
учета некоторых факторов, кото-

рые могут существенно повлиять 
на работоспособность силовых 
трансформаторов, таких как скрытые 
дефекты при изготовлении, на-
рушения при ремонте и т. д., делаем 
вывод о том, что цифровые двойни-
ки не могут гарантировать точную 
информацию об их состоянии.

Другим вариантом осуществлять 
непрерывный автоматический мо-
ниторинг состояния оборудования 
электрической сети является компью-
терная система, способная в круглосу-
точном режиме обнаруживать и рас-
познавать отклонения от нормального 
состояния оборудования и оповещать 
о них оперативный персонал [6]. Такая 
система должна соответствовать сле-
дующим требованиям:

– выделять объект интереса в видео-
потоке — критичные изменения 
визуального состояния оборудова-
ния, вызванные повреждением;

– отслеживать изменения этого объ-
екта;

– работать непрерывно в любое 
время дня и ночи и при любых по-
годных условиях.

Эти требования являются обычны-
ми для всех систем компьютерного 
видеонаблюдения [7], но задача визу-
ального контроля состояния силового 
трансформатора имеет следующие 
упрощения: отсутствуют проблемы 
изменения основного объекта в кадре 
во времени, кроме природных факто-
ров (день/ночь, снег, туман, дождь), 
но присутствуют характерные для ви-
деонаблюдения проблемы:

– наличие в кадре нескольких 
объектов, которые могут пере-
крывать друг друга (потеки масла 
в нескольких местах, возникнове-
ние загорания потеков масла);

– похожесть объектов друг на друга 
в разных местах трансформатора;

– высокая вычислительная нагрузка 
для работы с видеопотоком.

Гигантский скачок в развитии 
методов компьютерного зрения 
(Computer vision) произошел с на-
чалом применения сверточных 
нейронных сетей (Convolutional Neural 
Networks, CNN) [8]. Сверточные сети 
применяют так называемый сверточ-
ный (convolutional) слой для объеди-
нения характерных групп пикселей. 
Для этого используют окно, обычно 
размера 3×3, 5×5 или 7×7, называемое 
фильтром, которое последовательно 
сдвигается по горизонтали и верти-

кали изображения, формируя карту 
его признаков (рис. 2). Фильтр может 
иметь различную комбинацию единиц 
и нулей, которые умножаются на соот-
ветствующие значения пикселей изо-
бражения, и их сумма представляет 
собой результат применения фильтра 
к фрагменту изображения. Изобра-
жение может сканироваться одно-
временно несколькими различными 
фильтрами, давая таким образом 
на выходе несколько карт, называе-
мых каналами.

Возможности сверточных сетей 
позволяют применять их в автома-
тическом режиме для постоянного 
слежения за изменениями состояния 
оборудования по картинкам видео-
ряда, получаемого от видеокамеры. 
При этом сверточная сеть решает 
проблему распознавания одним 
из следующих методов [7]:

– классификация изображений;

– поиск и локализация объектов.

В 2012 г. Алексей Крижевский 
представил сеть AlexNet на между-
народном соревновании ImageNet 
по классификации содержимого кар-
тинок, которая стала прорывом в при-
менении сверточных сетей и открыла 
новую главу в применении сетей 
для распознавания объектов на изоб-
ражениях [8]. Эта сеть представля-

ет собой набор сверточных (Conv) 
и полносвязанных (Fc) слоев и один 
выходной нейрон (рис. 3). Картинка 
в такой сети поступает на вход (input) 
в формате матрицы, далее в свер-
точных слоях кодируется в матрицы 
уменьшенного размера, характеризу-
ющие признаки каждого фрагмента 
изображения заданного размера. 
Эти матрицы поступают в решающий 
полносвязный слой, формирующий 
значение выхода (output), соответ-
ствующее определенному классу 
объекта на картинке. Для выполне-
ния такой классификации требуется 
«обучить» сеть, т. е. настроить ее веса 
таким образом, что бы она максималь-
но точно выполняла классификацию 
изображения.

Современные варианты развития 
архитектуры этой сети с различными 
характеристиками сверточных и вы-
ходного слоев в отношении задачи 
визуального мониторинга состояния 
трансформатора характеризуются:

– быстрым временем создания ней-
ронной сети и низкими требовани-
ями к аппаратному обеспечению;

– средней достигаемой точно-
стью распознавания изменений 
на изображении;

– возможностью определения раз-
личных изменений;

ДЕЙСТВИЕ СВЕРТОЧНОГО СЛОЯ

Рис. 2

НЕЙРОННАЯ СЕТЬ AlexNet

Рис. 3
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– сложностью обработки видеопотока 
из-за невысокой скорости обработ-
ки одного изображения и необ-
ходимости их последовательной 
обработки.

В ходе исследований выполнено 
обучение сверточных сетей с по-
мощью методики Transfer learning 
[8], предполагающей применение 
предобученных сетей типа VGG-19 
with batch normalization, ResNet-34, 
ResNet-50, ResNet-101, DenseNet-121, 
DenseNet-169, Inception-v3 библиотеки 
PyTorch [9] и их ансамблей, на кото-
рых «замораживались» внутренние 
сверточные слои, модель при обу-
чении настраивалась на решение 
задачи выявления и классификации 
причин отклонения визуального со-
стояния стороны ВН трансформатора 
АТДЦТН-200000/330/110 подбором 
параметров входного сверточного слоя 
и выходного классификатора.

При проведении этих исследова-
ний команда ученых столкнулась 
с проблемой недостаточного объема 
первичной информации — картинок 
оборудования при различном уровне 
освещенности и различных погодных 
условиях. Данная проблема частично 
решилась применением аугментации 
(data augmentation) — механизма 
искусственной трансформации изоб-
ражений для расширения объема 

обучающего набора данных с измене-
нием яркости, контраста, насыщения, 
искажения, обрезки, сдвига, поворота, 
окраски, шума, тона изображения 
(рис. 4).

Такой прием позволил на малом 
количестве базы фотографий обучить 
сверточную сеть с удовлетворительной 
точностью классификации следующих 
повреждений:

– течь масла по сварным швам рас-
ширительного бака;

– течь масла по уплотнениям адапте-
ра нейтрали и клеммным коробкам;

– течь масла по уплотнению фланце-
вого соединения адсорбционного 
фильтра;

– течь масла на клеммной коробке 
трансформаторов тока ВН;

– течь масла на маслонасосе;

– течь масла по уплотнению смотро-
вого люка.

Наилучший результат точности 
определения повреждений (Precision) 
82,3 % был достигнут применением 
предобученной архитектуры типа 
DenseNet-161 и выходного класси-
фикатора, построенного c приме-

нением слоев ReLU, Tanh и Sigmoid 
(рис. 5). Сеть типа DenseNet (Densely 
Connected Convolutional Network) была 
предложена в 2017 г. Она отличается 
наличием компактно соединенного 
блока (Dense Block), который соеди-
няет каждый слой с каждым другим 
слоем. Соединения служат для объ-
единения (конкатенации, channel-wise 
concatenation) признаков в единую  
матрицу, формируя карту свойств 
изображения от каждого предыду-
щего слоя. Таким образом, достига-
ется более высокая по сравнению 
с другими аритектурами сверточных 
сетей вычислительная эффектив-
ность. Как следствие, особенностью 
DenseNet является ее хорошая обучае-
мость на малых наборах данных [10].

Полученные результаты позволяют 
дать положительную оценку возмож-
ности применения разработанных 
моделей для постоянного контроля 
внешнего состояния трансформа-
тора, выявления и классификации 
повреждений. При этом основное 
свойство классификатора, которое 
позволяет ему уверенно классифи-
цировать один объект, становится 
проблемой при нескольких одновре-
менных событиях, например потеке 
масла и последующем пожаре. Эта 
задача успешно решается примене-
нием алгоритмов поиска и локализа-
ции объектов.

В 2017 г. команда разработчиков ком-
пании Facebook AI Research предста-
вила сеть Mask R-CNN для решения 
задачи поиска и локализации объек-
тов [10]. Эта сеть является последней 
и наиболее успешной разработкой 
для решения задачи поиска и локали-
зации объектов на изображении. Сеть 
с архитектурой Mask R-CNN позволя-
ет выделять на изображениях контуры 
(маски) разных объектов, даже если 
таких объектов несколько и они имеют 
различный размер или частично 
перекрываются (рис. 6). Работу сети 
Mask R-CNN можно разделить на два 
этапа [11]:

1) генерируются предположения 
о том, где на изображении могут 
находиться объекты;

2) на основании сделанных предпо-
ложений предсказывается класс 
объекта, уточнется его рамка 
и создается его маска.

Оба этапа реализуются в единой 
структуре сети.

На первом этапе сверточная сеть, 
обычно ResNet50 или ResNet101, 
выполняет операции свертки (Conv) 
для извлечения признаков изображе-
ния. При этом первые слои извлекают 
признаки низшего порядка (углы 
и грани) и последние слои детектируют 

ПРИМЕНЕНИЕ АУГМЕНТАЦИИ К ОБУЧАЮЩЕЙ ВЫБОРКЕ

Рис. 4

АРХИТЕКТУРА РАЗРАБОТАННОЙ СЕТИ DENSENET-161

Рис. 5

СТРУКТУРА РАБОТЫ СЕТИ MASK R-CNN

Рис. 6
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целые объекты. Для лучшего пред-
ставления объектов применяется ме-
ханизм FPN (Future Pyramid Network), 
который, используя вторую пирамиду 
из слоев Prg, передает информацию 
об объектах на первые слои для фор-
мирования карт признаков, содержа-
щих информацию об объектах всех 
уровней. Эти карты передаются в мо-
дуль RPN (Region Proposal Network), 
который использует механизм скольз-
ящего окна для формирования пред-
положений о нахождении на изобра-
жении областей, содержащих объекты. 
Скольжение выполняется по фраг-
ментам изображения различного 
размера и формы, называемым Anchor. 
Одно изображение может содержать 
до 200 тыс. таких фрагментов. Это ска-
нирование выполняется очень быстро, 
приблизительно за 10 мс, благодаря 
применению параллельных расчетов 
на графическом процессоре и скани-
рованию не всей картинки, а карты 
признаков, полученных в FPN.

Модуль RPN имеет два выхода 
для каждого Anchor:

1) класс Anchor`а, передний план 
или фон;

2) дельты изменения координат 
центра рамки объекта, ее высоты 
и ширины для лучшей центровки 
относительно объекта и захвата 
объекта целиком.

В модуле RPN отбираются только те 
Anchor, которые с наибольшей долей 
вероятности содержат объект целиком 
на основании рейтинга заполне-
ния переднего плана. Полученные 
фрагменты поступают в модуль ROI 
(Regions of Interest), который форми-
рует:

– класс объекта;

– уточнение размеров рамки объ-
екта.

На втором этапе сеть MRCNN, исполь-
зуя на входе информацию объектов, 
спрогнозированных на первом этапе, 
назначает им соответствующие об-
ласти карты объектов и создает рамки 
и маски. Маска — это область объекта 
на изображении, повторяющая его 
контур. Действие MRCNN аналогич-
но действию RPN с тем различием, 
что вместо Anchor применяется 
метод ROIAlign [12] для определения 

соответствующих областей карты при-
знаков функций, и отдельная ветвь 
используется для создания масок 
объектов из пикселей изображения. 
В результате этих операций сеть 
формирует класс объекта, его рамку 
и маску.

Для обучения сети Mask R-CNN ис-
пользовался упомянутый ренее прием 
Transfer Learning, который предпо-
лагает применение предобученной 
на датасете COCO [13] модели вместо 
обучения модели с нуля (рис. 7). 
Для разметки исходных изображений 
использовалось программное обеспе-
чение VGG Image Annotator [14].

Процесс обучения сети благодаря 
Transfer Learning и применению 
параллельных вычислений на гра-
фическом процессоре достаточно 
быстрый. На тестовом наборе сеть 
научилась локализовать потеки масла 
с вероятностью 0,78 за 14 итераций, 
что составило в сумме менее 30 минут 
машинного времени на графическом 
процессоре Nvidia GTX-1050. После 
обучения сеть может работать в ре-
жиме реального времени совмест-
но с видеокамерой на подстанции 
электрических сетей (рис. 8). Доступ-
ность этой технологии достигается 
применением специальных модулей 
для имплементации искусственных 
нейронных сетей в реальное приме-
нение. Примером такого модуля может 
служить модуль Nvidia Jetson Nano.

Ввиду отсутствия достаточного объема 
размеченных изображений трансфор-
матора, содержащих в том числе раз-
личное время суток с соответствую-
щим положением теней от элементов 
трансформатора, в ряде случаев была 
выполнена избыточная локализация 
теней и их классификация как потеков 
масла. Эта проблема будет решена 
применением расширенного объема 
обучающего набора, содержащего 
как весь спектр возможных повреж-
дений (потеки масла, возгорание), так 
и всех возможных помех (снег, тени 
и т. д.) [15–31].

ВЫВОДЫ
Предложена искусственная нейрон-
ная сеть, демонстрирующая совре-
менный уровень развития методов 
и моделей машинного обучения, 
позволяющая создавать модели 
компьютерного зрения, способные 
выполнять постоянный контроль 
визуального состояния силовых 
трансформаторов в круглосуточном 
режиме, оказывая неоценимую под-
держку оперативно-технологическому 
управлению в повышении надежности 
электроснабжения. Результаты обуче-
ния сети обнаружению потеков масла 
позволяют судить об успешности при-
менения предлагаемой технологии 
для обнаружения мест возможных 
возгораний. Компьютерное зрение 
способно достоверно, с минималь-
ными затратами на аппаратное 
обеспечение решать задачи раннего 
обнаружения повреждения обо-
рудования и оповещать о возникшем 
пожаре на силовом оборудовании.

Показано, что возможно применение 
компьютерного зрения в качестве 
элемента мониторинга цифровой 
системы управления силовым обору-
дованием для повышения надежности 
электроснабжения.

Сделан вывод о необходимости соз-
давать и постоянно расширять общую 
базу фото- и видеоматериалов раз-
личных состояний оборудования раз-
личных марок и типов, что позволит 
«доучивать» системы компьютерного 
зрения для максимальной достовер-
ности распознавания отклонений 
от нормального состояния силового 
оборудования.
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